Aprendizagem de Máquina

A área de aprendizagem de máquina estuda como construir programas computacionais que se melhoram automaticamente com a experiência.

· Machine Learning

· Computational Learning Theory (PAC Learning – probably approximately correct learning)

· Neural Networks

· Bayesian Learning

· Algoritmos Genéticos

· Instance-Based Learning (k-nearest neighbor learning)

· Decision tree

· Random tree

· Adaboost

· Support Vector Machine

· Estimation of hypothesis accuracy

Def.: Diz-se que um programa computacional aprende com a experiência E no que diz respeito a uma classe de tarefas T e medida de desempenho P, se o seu desempenho nas tarefas em T, medida por P, aumenta com a experiência E.

Exemplo:

1) Jogo de dama:

· Tarefa T: jogar dama

· Medida de desempenho P: porcentagem de jogos ganhos.

· Experiência de treinamento E: jogar partidas.

2) Reconhecer letras caligráficas:

· Tarefa T: reconhecer e classificar palavras manuscritas em imagem.

· Medida de desempenho P: porcentagem de palavras corretamente classificadas.

· Experiência de treinamento E: uma base de dados de palavras manuscritas com classificação.

3) Aprender W-operador

· Tarefa T: construir um W-operador desconhecido 
[image: image1.wmf]Y

ˆ

.

· Medida de desempenho P: diferença entre as saídas geradas pelo operador ideal 
[image: image2.wmf]Y

 e pelo operador construído 
[image: image3.wmf]Y

ˆ
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· Experiência de treinamento E: imagens exemplos.

Aplicações:

· Emulação de operadores desconhecidos (exemplo: detectar extremidades, bordas, esquinas) 

· Recohecer textura.

· Reconhecer letras e formas.

· Aumentar resolução das imagens binárias e halftone.

· Halftone inverso.

4) Detectar pedestres.
5) Detectar rostos humanos. Reconhecer rostos humanos.
Aprendizagem supervisionada / Aprendizagem não-supervisionada

	instant-based learning
	outros tipos

	Simplesmente armazena exemplos de treinamento (método “preguiçoso”)
	Constrói explicitamente a função-objetiva

	· k-nearest neighbor learning

· locally weighted regression

· radial basis functions
	· neural network

· algoritmos genéticos

· árvore de decisão

	Constrói somente aproximação local de função-objetiva. Nunca constrói toda a função-objetiva.
	

	Vantagem: função pode ser complexa
	

	Desvantagem: custo de classificar novas instâncias pode ser alta
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Exemplo muito simples de aprendizagem supervisionada:

Amostra de treinamento (ax, ay):

	AX (features)
	AY (labels, saidas, classificações)

	4
	bebê

	15
	criança

	65
	adulto

	5
	bebê

	18
	criança

	70
	adulto


A processar ou a classificar (qx, qp):

16

3,5

75

Classificação ideal (qy):

criança

bebê

adulto

Emulação de operadores pela aprendizagem de máquina:
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Erosão 3(3 (emulação erro zero)
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P1 abertura 2(2


	[image: image9.png]pletely revisec
an almost ele
bitne satire ¢




P1 abertura 
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P2 abertura emulado (erro zero)


Detecção de pontas
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ax
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ay
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qx
	[image: image15.emf]


qp

	[image: image16.emf]


qp.tga
	


mle cutb ax.bmp ay.bmp c:\proeikon\ee\e33.ges filtro.ctb

mle appb qx.bmp filtro.ctb qp.bmp
img sobrmcb qx.bmp qp.bmp qp.tga g
Detecção de pontas de retas usando janela 3x3 e tabela.
//ponta.cpp grad2015

#include <cekeikon.h>

int main() {
  Mat_<GRY> ax; le(ax,"ax.bmp");
  Mat_<GRY> ay; le(ay,"ay.bmp");
  vector<BYTE> v(512,BYTE(255));
  for (int l=1; l<ax.rows-1; l++)
    for (int c=1; c<ay.rows-1; c++) {
      int indice=0;
      for (int l2=-1; l2<=1; l2++)
        for (int c2=-1; c2<=1; c2++) {
          int t=1;
          if (ax(l+l2,c+c2)==0) t=0;
          indice = 2*indice+t;
        }
      //Aqui, indice vai ser um numero entre 0 e 511

      v[indice]=ay(l,c);
    }
  //v e' o filtro 3x3

  Mat_<GRY> qx; le(qx,"qx.bmp");
  Mat_<GRY> qp(qx.size(),GRY(255));
  for (int l=1; l<qx.rows-1; l++)
    for (int c=1; c<qx.rows-1; c++) {
      int indice=0;
      for (int l2=-1; l2<=1; l2++)
        for (int c2=-1; c2<=1; c2++) {
          int t=1;
          if (qx(l+l2,c+c2)==0) t=0;
          indice = 2*indice+t;
        }
      //Aqui, indice vai ser um numero entre 0 e 511

      qp(l,c)=v[indice];
    }
  imp(qp,"qp.pgm");
}
Reconhecimento de letras

	[image: image17.emf]


ax
	[image: image18.emf]


ay
	

	[image: image19.emf]


qx
	[image: image20.emf]


qy
	[image: image21.emf]


qp77


Dá para usar o vizinho mais próximo.

Nota: Não foi usado Occam. Funciona bem usando janelas 7x7.
Exemplo gráfico de árvore de decisão para construir operadores binários:

Exemplos = { [000, 0], [000, 0], [000, 1], [001, 1], [100, 1], [100, 1], [011, 1], [111, 0] }
[image: image22.emf]

    [image: image23.emf]


[image: image24.emf]


Feijões
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ax
	[image: image26.emf]

ay


[image: image27.emf]

qx (f1.jpg)
[image: image28.emf]

qp
mle cutc ax.tga ay.tga \proeikon\ee\e11.ces filtro.ctc

mle appc f1.jpg filtro.ctc p1.tga

mle appc f2.jpg filtro.ctc p2.tga

mle appc f3.jpg filtro.ctc p3.tga

Leva 2 segundos para aprender e 0,5 segundos para aplicar (usando kd-tree sem backtracking).

// pos-2012 força-bruta

#include <cekeikon.h>

int diferenca(COR c1, COR c2)

{ return abs(c1[0]-c2[0])+

         abs(c1[1]-c2[1])+

         abs(c1[2]-c2[2]);

}

int main()

{ Mat_<COR> ax; le(ax,"ax.tga");

  Mat_<COR> ay; le(ay,"ay.tga");

  Mat_<COR> qx; le(qx,"f4.jpg");

  Mat_<COR> qp(qx.rows,qx.cols); 

  for (int l=0; l<qp.rows; l++)

    for (int c=0; c<qp.cols; c++) {

      COR cor=qx(l,c);

      int omenor=0x7ffffff;

      COR omelhor;

      for (int l2=0; l2<ax.rows; l2++)

        for (int c2=0; c2<ax.cols; c2++) {

          if (diferenca(cor,ax(l2,c2))<omenor) {

            omenor=diferenca(cor,ax(l2,c2));

            omelhor=ay(l2,c2);

          }

        }

      qp(l,c)=omelhor;

    }

  imp(qp,"qp1.ppm");

}
//grad2013

#include <cekeikon.h>

double distancia(COR a, COR b)

{ return sqrt(elev2(a[0]-b[0])+elev2(a[1]-b[1])+elev2(a[2]-b[2]));

}

int main()

{ Mat_<COR> ax; le(ax,"ax.tga");

  Mat_<GRY> ay; le(ay,"ay.tga");

  Mat_<COR> qx; le(qx,"f1.jpg");

  Mat_<GRY> qp(qx.rows,qx.cols);

  for (int l=0; l<qx.rows; l++) {

    cout << l << endl;

    for (int c=0; c<qx.cols; c++) {

      COR busca=qx(l,c);

      double mindist=1e10; int minl, minc;

      for (int l2=0; l2<ax.rows; l2++)

        for (int c2=0; c2<ax.cols; c2++) {

          double d=distancia(busca,ax(l2,c2));

          if (d<mindist) { mindist=d; minl=l2; minc=c2; }

        }

      qp(l,c)=ay(minl,minc);

    }

  }

  imp(qp,"f1.png");      

}

Levaria aproximadamente 500 segundos (8 minutos). Força bruta.

//pos-2012 usando FlaNN

#include <cekeikon.h>

int main()

{ Mat_<COR> ax; le(ax,"ax.tga");

  Mat_<COR> ay; le(ay,"ay.tga");

  Mat_<COR> qx; le(qx,"f1.jpg");

  if (ax.size()!=ay.size()) erro("Erro dimensao");

  Mat_<COR> qp(qx.rows,qx.cols); 

  Mat_<FLT> features(ax.rows*ax.cols,3);

  Mat_<FLT> saidas(ax.rows*ax.cols,1);

  int i=0;

  for (int l=0; l<ax.rows; l++)

    for (int c=0; c<ax.cols; c++) {

      features(i,0)=ax(l,c)[0];

      features(i,1)=ax(l,c)[1];

      features(i,2)=ax(l,c)[2];

      saidas(i,0)=ay(l,c)[0];

      i=i+1;

    }

  flann::Index ind(features,flann::KDTreeIndexParams(4)); 
  // usa 4 arvores

  vector<FLT> query(3); 

  vector<int> indices(1);

  vector<FLT> dists(1);

  GRY r;

  for (int l=0; l<qp.rows; l++)

    for (int c=0; c<qp.cols; c++) {

      query[0]=qx(l,c)[0];

      query[1]=qx(l,c)[1];

      query[2]=qx(l,c)[2];

      ind.knnSearch(query,indices,dists,1,flann::SearchParams(16)); 
      // com backtracking

      r=GRY(saidas(indices[0],0));

      qp(l,c)=COR(r,r,r);

    }

  imp(qp,"qp-kd4.ppm");

}
Leva 9,66 segundos usando FlaNN com 4 árvores e backtracking.

//pos-2015 usando FlaNN

#include <cekeikon.h>

int main()

{ Mat_<COR> ax; le(ax,"ax.tga");

  Mat_<COR> ay; le(ay,"ay.tga");

  if (ax.size()!=ay.size()) erro("Erro dimensao");

  Mat_<COR> qx; le(qx,"f1.jpg");

  Mat_<GRY> qp(qx.rows,qx.cols); 

  Mat_<FLT> features(ax.rows*ax.cols,3);

  Mat_<FLT> saidas(ax.rows*ax.cols,1);

  for (int j=0; j<ax.total(); j++) {

    features(j,0)=ax(j)[0];

    features(j,1)=ax(j)[1];

    features(j,2)=ax(j)[2];

    saidas(j,0)=ay(j)[0];

  }

  flann::Index ind(features,flann::KDTreeIndexParams(1)); 

  // usa 1 arvore

  vector<FLT> query(3); 

  vector<int> indices(1);

  vector<FLT> dists(1);

  BYTE r;

  for (int j=0; j<qx.total(); j++) {

    query[0]=qx(j)[0];

    query[1]=qx(j)[1];

    query[2]=qx(j)[2];

    ind.knnSearch(query,indices,dists,1,flann::SearchParams(1)); 

    // sem backtracking

    r=BYTE(saidas(indices[0],0));

    qp(j)=r;

  }

  imp(qp,"qp-kd1.pgm");

}
Leva 5,15 segundos usando 1 árvore e sem fazer backtracking.
Cuttree é a minha implementação de kd-tree (1 árvore e sem backtracking). Otimizada para velocidade.
//Cuttree.cpp

#include <cekeikon.h>

int main()

{ Mat_<COR> ax; le(ax,"ax.tga");

  Mat_<COR> ay; le(ay,"ay.tga");

  if (ax.size()!=ay.size()) 

    erro("Erro: Dimensoes diferentes");

  Mat_<COR> qx; le(qx,"f1.jpg");

  Mat_<COR> qp(qx.rows,qx.cols); 

  Mat_<GRY> features(ax.rows*ax.cols,3);

  Mat_<GRY> saidas(ax.rows*ax.cols,1);

  int i=0;

  for (int l=0; l<ax.rows; l++)

    for (int c=0; c<ax.cols; c++) {

      features(i,0)=ax(l,c)[0];

      features(i,1)=ax(l,c)[1];

      features(i,2)=ax(l,c)[2];

      saidas(i,0)=ay(l,c)[0];

      i=i+1;

    }

  CUTTREE cut;

  vector<int> ee{0,1,2};

  cut.train(features,saidas,ee);

  Mat_<GRY> query(1,3); 

  GRY r;

  for (int l=0; l<qp.rows; l++)

    for (int c=0; c<qp.cols; c++) {

      query(0)=qx(l,c)[0];

      query(1)=qx(l,c)[1];

      query(2)=qx(l,c)[2];

      r=cut.predict(query);

      qp(l,c)=COR(r,r,r);

    }

  imp(qp,"qp-cut.ppm");

}

Leva 0,24 segundos.

Normal Bayes classifier: “This simple classification model assumes that feature vectors from each class are normally distributed (though, not necessarily independently distributed). So, the whole data distribution function is assumed to be a Gaussian mixture, one component per class. Using the training data the algorithm estimates mean vectors and covariance matrices for every class, and then it uses them for prediction”.
//bayes.cpp

#include <cekeikon.h>

int main()

{ Mat_<COR> ax; le(ax,"ax.tga");

  Mat_<COR> ay; le(ay,"ay.tga");

  if (ax.size()!=ay.size()) 

    erro("Erro: Dimensoes diferentes");

  Mat_<COR> qx; le(qx,"f1.jpg");

  Mat_<COR> qp(qx.rows,qx.cols); 

  Mat_<FLT> features(ax.rows*ax.cols,3);

  Mat_<FLT> saidas(ax.rows*ax.cols,1);

  int i=0;

  for (int l=0; l<ax.rows; l++)

    for (int c=0; c<ax.cols; c++) {

      features(i,0)=ax(l,c)[0];

      features(i,1)=ax(l,c)[1];

      features(i,2)=ax(l,c)[2];

      saidas(i,0)=ay(l,c)[0];

      i=i+1;

    }

  CvNormalBayesClassifier ba;

  ba.train(features,saidas);

  Mat_<FLT> query(1,3); 

  FLT result;

  for (int l=0; l<qp.rows; l++)

    for (int c=0; c<qp.cols; c++) {

      query(0)=qx(l,c)[0];

      query(1)=qx(l,c)[1];

      query(2)=qx(l,c)[2];

      result=ba.predict(query);

      int r=result;

      qp(l,c)=COR(r,r,r);

    }

  imp(qp,"qp-bayes.ppm");

}
Processamento leva 1,16s 

[image: image29.emf]



Usando árvore de decisão do OpenCV:

//dtreebean.cpp grad2015

#include <cekeikon.h>

int main()
{ Mat_<COR> ax; le(ax,"ax.tga");
  Mat_<GRY> ay; le(ay,"ay.tga");
  if (ax.size()!=ay.size()) erro("Erro: Dimensoes diferentes");
  Mat_<FLT> AX(ax.total(),3);
  Mat_<FLT> AY(ay.total(),1);
  for (unsigned i=0; i<ax.total(); i++) {
      AX(i,0)=ax(i)[0];
      AX(i,1)=ax(i)[1];
      AX(i,2)=ax(i)[2];
      AY(i,0)=ay(i);
    }
  CvDTree arvore;
  arvore.train(AX,CV_ROW_SAMPLE,AY);
  Mat_<COR> qx; le(qx,"f1.jpg");
  Mat_<GRY> qp(qx.rows,qx.cols); 

  for (unsigned i=0; i<qx.total(); i++) {
    Mat_<FLT> query(1,3); 

    query(0)=qx(i)[0];
    query(1)=qx(i)[1];
    query(2)=qx(i)[2];
    CvDTreeNode* no=arvore.predict(query);
    int r=(*no).value;
    qp(i)=r;
  }
  imp(qp,"dtreebean.pgm");
}
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qp-kd4 (9,7s)
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qp-kd1 (5,2s)
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qp-cut (0,24s)
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qp-bayes (1,16s)
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dtreebean.pgm (0,45s)
	


Textura
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qx
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qx
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qp1
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qx
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Nota: O filtro foi aprendido nas bandas RGB.

Zoom de halftone:

Baixar e rodar os exemplos em:

http://www.lps.usp.br/~hae/software/halfzoom/index.html
Halftone images generated by clustered-dot ordered dithering.
	[image: image50.emf]


ax (amostra de treino de entrada 300 dpi)
	[image: image51.emf]


ay (amostra de treino de saída 600 dpi)

	[image: image52.emf]


qx (imagem a processar 300 dpi)
	[image: image53.emf]


qp (imagem processada 600 dpi)

	[image: image54.emf]


qy (saída ideal 600 dpi)
	


Halftone images generated by HP LaserJet Driver option "coarse dot."
	[image: image55.emf]


ax (amostra de treino de entrada 300 dpi)
	[image: image56.emf]


ay (amostra de treino de saída 600 dpi)

	[image: image57.emf]


qx (imagem a processar 300 dpi)
	[image: image58.emf]


qp (imagem processada 600 dpi)

	[image: image59.emf]


qy (saída ideal 600 dpi)
	


Halftone inverso:

Baixar e rodar os exemplos em:

http://www.lps.usp.br/~hae/software/invhalf/index.html
Resultados obtidos:
distg aqy.tga aqpoclus.tga m (clustered-dot ordered dithering)
MAE (max=100%)...................:                1.96%

PSNR considering highest=255.....:              28.9884 dB

distg aqy.tga aqpodisp.tga m (dispersed-dot ordered dithering)

MAE (max=100%)...................:                1.81%

PSNR considering highest=255.....:              30.2242 dB

distg aqy.tga aqpoerrd.tga m (error diffusion)

MAE (max=100%)...................:                1.55%

PSNR considering highest=255.....:              31.8472 dB

distg aqy.tga aqpohpcd.tga m (HP laserjet coarse-dot)

MAE (max=100%)...................:                2.07%

PSNR considering highest=255.....:              27.7250 dB

Estes resultados são melhores do que os obtidos pelos filtros passa-baixa.

	[image: image60.emf]


entrada clustered-dot
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imagem processada de clustered-dot
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entrada dispersed-dot
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imagem processada de dispersed-dot
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entrada difusão de erro
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imagem processada de difusão de erro
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entrada HP laserjet coarse-dot
	[image: image67.emf]


imagem processada de HP laserjet coarse-dot


Os treinos são feitos com outros conjuntos de imagens.

Classificar um problema com 10 features, quando somente os features 0 e 1 são relevantes.
Teste 1: 

[image: image68.emf]


A saída depende apenas de f0 (linhas) e f1 (colunas). Os features f2...f9 são irrelevantes. Faremos treino com 200 amostras geradas aleatoriamente e testes com outras 200 amostras. Cada feature é um número aleatório entre 0 e 99.
Árvore de decisão 2014
//dtree.cpp

#include <cekeikon.h>

int nfeatures=10;

int ntreinos=200; 

int ntestes=200;

int classe(float f0, float f1)

{ if (f0+f1<100) return -1;

  else return +1;

}

void geraTreino(Mat_<float>& features, Mat_<float>& saidas)

{ srand(7);

  features.create(ntreinos,nfeatures);

  saidas.create(ntreinos,1);

  for (int l=0; l<ntreinos; l++) {

    for (int c=0; c<nfeatures; c++)

      features(l,c)=rand()%100;

    saidas(l)=classe(features(l,0),features(l,1));

  }

}

int main()

{ Mat_<float> features, saidas;

  geraTreino(features,saidas);

  CvDTree ind;

  ind.train(features,CV_ROW_SAMPLE,saidas);

  srand(8);

  int nacertos=0;

  Mat_<float> query(1,nfeatures); 

  for (int l=0; l<ntestes; l++) {

    for (int c=0; c<nfeatures; c++) query(c)=rand()%100;

    int predicao=cvRound(ind.predict(query)->value);

    int correto = classe(query(0),query(1));

    if (predicao==correto) nacertos++;

  }

  printf("Acertos=%6.2f%%\n",100.0*nacertos/ntestes);

}
Acertos= 90.00%

Quebrando dtree em treino e predição:

A árvore resultante do treino pode ser armazenada num arquivo:
//dt-train.cpp

#include <cekeikon.h>

int nfeatures=10;

int ntreinos=200; 

int ntestes=200;

int classe(float f0, float f1)

...
void geraTreino(Mat_<float>& features, Mat_<float>& saidas)

...
int main()

{ Mat_<float> features, saidas;

  geraTreino(features,saidas);

  CvDTree ind;

  ind.train(features,CV_ROW_SAMPLE,saidas);

  ind.save("treino.xml");

}

//dt-pred.cpp

#include <cekeikon.h>

int nfeatures=10;

int ntreinos=200; 

int ntestes=200;

int classe(float f0, float f1)

...
int main()

{ 

  CvDTree ind;

  ind.load("treino.xml");

  srand(8);

  int nacertos=0;

  Mat_<float> query(1,nfeatures); 

  for (int l=0; l<ntestes; l++) {

    for (int c=0; c<nfeatures; c++) query(c)=rand()%100;

    int predicao=cvRound(ind.predict(query)->value);

    int correto = classe(query(0),query(1));

    if (predicao==correto) nacertos++;

  }

  printf("Acertos=%6.2f%%\n",100.0*nacertos/ntestes);

}

Acertos= 90.00%

Árvore de decisão pode ser usada para determinar a importância de cada feature:

//importa.cpp

#include <cekeikon.h>

int main()

{ CvDTree ind;

  ind.load("treino.xml");

  Mat_<DBL> f=ind.getVarImportance();

  cout << f.rows << " " << f.cols << endl;

  cout << tipo(f) << endl;

  for (int i=0; i<f.cols; i++)

    printf("%f\n",f(i));

}

1 10

CV_64F1

0.521350

0.478650

0.000000

0.000000

0.000000

0.000000

0.000000

0.000000

0.000000

0.000000

Árvore de decisão detectou corretamente que somente as duas primeiras variáveis são relevantes.

Vizinho mais próximo 2014, usando CvKNearest
O resto do programa é igual ao dtree.cpp

//knearest.cpp

int main()

{ Mat_<float> features, saidas;

  geraTreino(features,saidas);

  CvKNearest ind(features,saidas);

  srand(8);

  int nacertos=0;

  Mat_<float> query(1,nfeatures); 

  for (int l=0; l<ntestes; l++) {

    for (int c=0; c<nfeatures; c++) query(c)=rand()%100;

    int predicao=cvRound(ind.find_nearest(query,1));

    int correto = classe(query(0),query(1));

    if (predicao==correto) nacertos++;

  }

  printf("Acertos=%6.2f%%\n",100.0*nacertos/ntestes);

}

Acertos= 80.50%

Surpreendentemente, a taxa de acertos é alta.

Vizinho mais próximo 2014, usando flann
O resto do programa é igual ao dtree.cpp

//flann.cpp

int main()

{ Mat_<float> features, saidas;

  geraTreino(features,saidas);

  flann::Index ind(features,flann::KDTreeIndexParams(4)); 

  srand(8);

  int nacertos=0;

  Mat_<float> query(1,nfeatures); 

  vector<int> indices(1);

  vector<float> dists(1);

  for (int l=0; l<ntestes; l++) {

    for (int c=0; c<nfeatures; c++) query(c)=rand()%100;

    ind.knnSearch(query,indices,dists,1,flann::SearchParams(16));

    int predicao=cvRound(saidas(indices[0],0));

    int correto = classe(query(0),query(1));

    if (predicao==correto) nacertos++;

  }

  printf("Acertos=%6.2f%%\n",100.0*nacertos/ntestes);

}
Acertos= 79.00%

Como esperado, as taxas de acertos de CvKNearest e flann são quase iguais.

Motivo do mau resultado do vizinho mais próximo: O classificador não sabe que a saída depende só dos features 0 e 1, pois o treino é feito sem informar a classificação.
Exemplo gráfico:

Considere classificar os pontos com 2 features f0 e f1 em “X” ou “O”, onde a classificação só depende do valor f0.
Usando o vizinho mais próximo, “(” será classificada erradamente como “X”.

Usando a árvore de decisão, provavelmente “(” será classificada corretamente como “O”.

[image: image69.emf]



Boosting (2014):
Adaboost soma respostas de várias árvores de decisão (weak classifiers) para tomar uma decisão final.
//boosting.cpp

...
int main()

{ Mat_<float> features, saidas;

  geraTreino(features,saidas);

  CvBoost ind(features,CV_ROW_SAMPLE,saidas);

  srand(8);

  int nacertos=0;

  Mat_<float> query(1,nfeatures); 

  for (int l=0; l<ntestes; l++) {

    for (int c=0; c<nfeatures; c++) query(c)=rand()%100;

    int predicao=cvRound(ind.predict(query));

    int correto = classe(query(0),query(1));

    if (predicao==correto) nacertos++;

  }

  printf("Acertos=%6.2f%%\n",100.0*nacertos/ntestes);

}
Acertos= 90.50%

Neste exemplo, não houve aumento significativo de acerto em relação à dtree. Em muitos problemas, boosting tem taxa de acerto maior que árvore de decisão.

Boosting pode devolver a soma das respostas, em vez de categoria. A resposta real dá uma indicação sobre a “confiança” do classificador.
    FLT r=ind.predict(query,Mat(),Range::all(),false,true); // resposta real
[64, 70, 11, 3, 35, 43, 97, 67, 71, 95] 8.77182 1

[70, 53, 13, 79, 66, 53, 81, 47, 42, 69] 1.39228 1

[96, 66, 2, 87, 9, 57, 41, 74, 33, 19] 16.5835 1

[53, 44, 85, 32, 75, 41, 89, 63, 20, 47] -1.84912 -1

[98, 68, 53, 58, 12, 95, 80, 51, 33, 19] 16.5835 1

[3, 25, 5, 78, 48, 29, 54, 1, 6, 45] -15.2798 -1

[59, 30, 92, 20, 80, 80, 67, 17, 24, 79] -6.25987 -1

[84, 10, 3, 45, 10, 6, 16, 12, 17, 60] -5.68952 -1

[53, 85, 36, 70, 98, 53, 4, 94, 48, 46] 7.08097 1

[85, 56, 35, 63, 56, 41, 74, 39, 14, 50] 9.20399 1

[66, 95, 77, 79, 60, 23, 16, 29, 58, 68] 8.77182 1

[59, 50, 96, 3, 60, 4, 63, 16, 43, 81] -0.158262 1  =erro
[83, 39, 29, 34, 98, 98, 35, 30, 88, 33] 1.55183 1

[61, 88, 64, 95, 94, 30, 83, 30, 4, 88] 8.77182 1

[83, 49, 69, 64, 82, 99, 51, 92, 37, 82] 7.65344 1

[16, 35, 87, 29, 87, 71, 34, 31, 61, 19] -15.2798 -1

[45, 58, 15, 43, 78, 23, 39, 44, 42, 34] -0.298569 1 =erro
[66, 2, 49, 99, 81, 95, 32, 38, 42, 25] -13.5012 -1

[70, 21, 13, 11, 16, 0, 58, 52, 13, 82] -7.5305 -1

[37, 24, 28, 13, 37, 84, 53, 70, 21, 16] -10.5484 -1
...
Repare que nos casos de erro, adaboost estava “mais ou menos indeciso”. Não tinha evidência clara da decisão que deveria tomar.

Classificador de Bayes Gaussiano (normal) 2014:

//bayes.cpp

...

int main()

{ Mat_<float> features, saidas;

  geraTreino(features,saidas);

  CvNormalBayesClassifier ind;

  ind.train(features,saidas);

  srand(8);

  int nacertos=0;

  Mat_<float> query(1,nfeatures); 

  for (int l=0; l<ntestes; l++) {

    for (int c=0; c<nfeatures; c++) query(c)=rand()%100;

    int predicao=cvRound(ind.predict(query));

    int correto = classe(query(0),query(1));

    if (predicao==correto) nacertos++;

  }

  printf("Acertos=%6.2f%%\n",100.0*nacertos/ntestes);

}
Acertos= 94.00%
É a maior taxa de acertos até agora.
Support Vector Machine (SVM) 2014:
//svm.cpp

...

int main()

{ Mat_<float> features, saidas;

  geraTreino(features,saidas);

  CvSVM ind;

  ind.train(features,saidas);

  srand(8);

  int nacertos=0;

  Mat_<float> query(1,nfeatures); 

  for (int l=0; l<ntestes; l++) {

    for (int c=0; c<nfeatures; c++) query(c)=rand()%100;

    int predicao=cvRound(ind.predict(query));

    int correto = classe(query(0),query(1));

    if (predicao==correto) nacertos++;

  }

  printf("Acertos=%6.2f%%\n",100.0*nacertos/ntestes);

}
Acertos= 53.50%

Para este exemplo, SVM não funcionou bem...

Neural Net.

Random Tree.

etc.

Classificar um problema com 10 features, quando somente os features 0 e 1 são relevantes.
Teste 2: 

[image: image70.emf]


A saída depende apenas de f0 (linhas) e f1 (colunas). Os features f2...f9 são irrelevantes. Faremos treino com 200 amostras geradas aleatoriamente e testes com outras 200 amostras. Cada feature é um número aleatório entre 0 e 99.
Árvore de decisão 2014, teste2
Igual ao programa do teste1, exceto:
//dtree.cpp

...

int classe(float f0, float f1)

{ if (f0+f1<50 || 150<f0+f1) return -1;

  else return +1;

}

...

Acertos= 91.00%

Vizinho mais próximo 2014, usando CvKNearest, teste2
Só muda a função classe.

Acertos= 74.50%
Vizinho mais próximo 2014, usando flann, teste2
Só muda a função classe.

Acertos= 73.00%

Motivo do mau resultado do vizinho mais próximo: O classificador não sabe que a saída depende só dos features 0 e 1, pois o treino é feito sem informar a classificação.
Boosting (2014), teste2
Só muda a função classe.

Acertos= 76.50%
Vemos, que neste caso, boosting funcionou muito mal. 
Classificador de Bayes Gaussiano (normal) 2014, teste2
Só muda a função classe.

Acertos= 72.00%

Vemos, que neste caso, Bayes também funcionou muito mal. 

Support Vector Machine (SVM) 2014:

Só muda a função classe.

Acertos= 74.50%
SVM também não funcionou bem...

Resumo das taxas de acerto:



	
	Teste 1
	Teste 2

	dtree
	90.00%
	91.00%

	knearest
	80.50%
	74.50%

	flann
	79.00%
	73.00%

	boosting
	90.50%
	76.50%

	Bayes
	94.00%
	72.00%

	SVM
	53.50%
	74.50%


Aprendizagem não-supervisionada

Exemplo muito simples de aprendizagem não-supervisionada:

Amostra de treinamento (ax):

	AX (features, data)

	4

	15

	65

	5

	18

	70


Classifique em K=3 classes.

classe 1:
4, 5

classe 2:

15, 18

classe 3:

65, 70

K-means (2013):

k-means: Usado para agrupar dados.

//kmeans1.cpp

#include <cekeikon.h>

int main()

{ int maximol=8; 

  int maximoc=2;

  Mat_<FLT> data(maximol,maximoc);

  data(0,0)=10;  data(0,1)=9;   

  data(1,0)=7;   data(1,1)=11;  

  data(2,0)=10;  data(2,1)=8;   

  data(3,0)=8;   data(3,1)=7;   

  data(4,0)=10;  data(4,1)=91;  

  data(5,0)=8;   data(5,1)=97;  

  data(6,0)=12;  data(6,1)=92;  

  data(7,0)=7;   data(7,1)=96;  

  Mat_<int> bestLabels(maximol,1);

  Mat_<FLT> centers(2,maximoc); // estava errada
  TermCriteria  criteria(TermCriteria::COUNT | TermCriteria::EPS, 20, 0.1);

  double compactness=kmeans(data,2,bestLabels,criteria,1,KMEANS_PP_CENTERS,centers);

// double kmeans(InputArray data, int K, InputOutputArray bestLabels,

//   TermCriteria criteria, int attempts, int flags, 

//   OutputArray centers=noArray() )

  cout << "Compactness=" << sqrt(compactness/maximol) << endl;

  cout << "BestLabels=" << bestLabels << endl;

  cout << "Centers=" << centers << endl;

}
Saída:

>kmeans1

Compactness=2.65165

BestLabels=[1; 1; 1; 1; 0; 0; 0; 0]

Centers=[9.25, 94;

  8.75, 8.75]
Segmentar feijão pela cor usado k-means (aprendizagem não-supervisionada):

Classificando em duas classes:

//kmeanbean1.cpp - 2015

#include <cekeikon.h>

int main()
{ Mat_<COR> qx; le(qx,"f1.jpg");
  Mat_<GRY> qp(qx.rows,qx.cols); 

  Mat_<FLT> data(qx.total(),3);
  for (unsigned i=0; i<qx.total(); i++) {
    data(i,0)=qx(i)[0];
    data(i,1)=qx(i)[1];
    data(i,2)=qx(i)[2];
  }
  int K=2;
  Mat_<int> bestLabels(qx.total(),1);
  Mat_<FLT> centers(K,3);
  TermCriteria criteria(TermCriteria::COUNT | TermCriteria::EPS, 80, 2.0);
  kmeans(data,K,bestLabels,criteria,50,KMEANS_RANDOM_CENTERS,centers);
  for (unsigned i=0; i<qp.total(); i++) {
    if (bestLabels(i)==0) qp(i)=0;
    else qp(i)=255;
  }
  imp(qp,"kmeanbean1.pgm");
}
Classificando em 7 classes:

//kmeanbean2.cpp - 2015

#include <cekeikon.h>

int main()
{ Mat_<COR> qx; le(qx,"f1.jpg");
  Mat_<COR> qp(qx.rows,qx.cols); 

  Mat_<FLT> data(qx.total(),3);
  for (unsigned i=0; i<qx.total(); i++) {
    data(i,0)=qx(i)[0];
    data(i,1)=qx(i)[1];
    data(i,2)=qx(i)[2];
  }
  int K=7;
  Mat_<int> bestLabels(qx.total(),1);
  Mat_<FLT> centers(K,3);
  TermCriteria criteria(TermCriteria::COUNT | TermCriteria::EPS, 20, 5.0);
  kmeans(data,K,bestLabels,criteria,20,KMEANS_RANDOM_CENTERS,centers);
  for (unsigned i=0; i<qp.total(); i++) {
    if (bestLabels(i)==0)      qp(i)=COR(0,0,255);
    else if (bestLabels(i)==1) qp(i)=COR(0,255,0);
    else if (bestLabels(i)==2) qp(i)=COR(255,0,0);
    else if (bestLabels(i)==3) qp(i)=COR(0,255,255);
    else if (bestLabels(i)==4) qp(i)=COR(255,0,255);
    else if (bestLabels(i)==5) qp(i)=COR(255,255,0);
    else                       qp(i)=COR(255,255,255);
  }
  imp(qp,"kmeanbean2.ppm");
}
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kmeanbean1.pgm
	[image: image72.emf]


kmeanbean2.ppm


Kmeanbean1 com 2 classes não consegue segmentar feijões corretamente.

Kmeanbean2 com 7 classes consegue segmentar feijões corretamente. No kmeanbean2.ppm, poderia mapear branco, ciano e verde em feijão e amarelo, vermelho, magenta e azul no fundo.

 //aula-treina.cpp grad2013 ep2

#include <cekeikon.h>

int main()

{ vector<string> vs;

  vsWildCard("wtreino\\n*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  vsWildCard("wtreino\\p*.pgm",vs);

  int maximol=int(vs.size());

  int maximoc=24*24;

  Mat_<FLT> features(maximol,maximoc);

  Mat_<FLT> saidas(maximol,1);

  Mat_<FLT> a;

  for (unsigned i=0; i<vs.size(); i++) {

    cout << vs[i] << endl;

    le(a,vs[i]);

    if (a.rows!=24 || a.cols!=24) erro("Erro: dimensao invalida");

    int j=0;

    for (int l=0; l<a.rows; l++)

      for (int c=0; c<a.cols; c++) {

        features(i,j)=a(l,c);

        j++;

      }

    char letra=tolower(semdiret(vs[i])[0]);

    if (letra=='p') saidas(i,0)=1;

    else if (letra=='n') saidas(i,0)=0;

    else erro("Erro: Nome do arquivo invalido");

  }

  cout << "Treinando arvore" << endl;

  CvDTree ind;

  ind.train(features,CV_ROW_SAMPLE,saidas);

  ind.save("aula-treina.xml");

}
//aula-testa.cpp grad2013 ep2

#include <cekeikon.h>

int main()

{ vector<string> vs;

  vsWildCard("wteste\\n*.pgm",vs);

  vsWildCard("wteste\\p*.pgm",vs);

  CvDTree ind;

  ind.load("aula-treina.xml");

  int maximoc=24*24;

  Mat_<FLT> a;

  Mat_<FLT> query(1,maximoc); 

  int resultado;

  for (unsigned i=0; i<vs.size(); i++) {

    le(a,vs[i]);

    if (a.rows!=24 || a.cols!=24) erro("Erro: dimensao invalida");

    int j=0;

    for (int l=0; l<a.rows; l++)

      for (int c=0; c<a.cols; c++) {

        query(0,j)=a(l,c);

        j++;

      }

    resultado=arredonda(ind.predict(query)->value);
    cout << vs[i] << " " << resultado << endl;

  }

}
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